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摘要:
 

提出一种结合 ALBERT 预训练语言模型与卷积循环神经网络( convolutional
 

recurrent
 

neural
 

network,
 

CRNN)

的弹幕文本情感分析模型 ALBERT-CRNN。 首先使用 ALBERT 预训练语言模型获取弹幕文本的动态特征表示,使

得句子中同一个词在不同上下文语境中具有不同的词向量表达;然后利用 CRNN 对特征进行训练,充分考虑了文

本中的局部特征信息和上下文语义关联;最后通过 Softmax 函数得出弹幕文本的情感极性。 在哔哩哔哩、爱奇艺和

腾讯视频三个视频平台的弹幕文本数据集上进行实验,结果表明,ALBERT-CRNN 模型在三个数据集上的准确率分

别达到 94. 3% 、93. 5%和 94. 8% ,相比一些传统模型具有更好的效果。
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0　 引言

随着数字媒体技术的快速发展,弹幕成为人们表达观点的一个重要途径,深受年轻用户的欢迎,并在哔

哩哔哩、爱奇艺和腾讯视频等多个视频平台逐渐流行。 弹幕评论在发送后直接同步显示在视频播放过程中,
并在屏幕上从右到左如子弹般缓缓飞过,故网友称之为弹幕。 相比普通文本,弹幕文本有着其独特的风格,
不仅包含较多的网络词语和字符表情,且存在大量“同词不同义”的情况,给情感分析带来较大挑战。 如“喜

欢”这个词,在“我很喜欢 up 主的风格”这个句子中表示一种正向的情感,但在“男主总是喜欢搬弄是非”这

个句子中表示一种倾向,不带任何感情色彩。 传统的弹幕文本情感分析方法大多利用情感词典来判断弹幕

文本的情感极性。 文献[1]采用情感词典对弹幕文本中的词汇进行情感分析,得到词汇的情感强度并将其

累加,从而得出弹幕文本整体的情感极性。 文献[2]针对弹幕文本口语化的特点,建立了网络弹幕常用词词

典,能够更好地识别弹幕文本中出现的网络词汇,并通过该词典计算弹幕文本的情感值,最终利用情感值对

弹幕文本进行分类。 近年来,随着深度学习的发展,越来越多的研究者将深度学习应用在弹幕文本分析任务

中。 文献[3]提出一种基于注意力机制的长短期记忆网络情感分析模型,用于帮助用户准确地获取弹幕文

本中所包含的情感信息。 文献[4]使用双通道卷积神经网络对文本进行情感分析,其中一个通道为字向量,
另一个通道为词向量,解决了单通道卷积神经网络视角单一以及不能充分学习到文本特征信息的问题。 文

献[5]则提出一种基于奇异值分解算法的卷积神经网络模型,使用奇异值分解的方法代替传统卷积神经网

络模型中的池化层进行特征提取和降维,有效提升了弹幕文本情感分析的效果。
虽然以上研究取得了不错的效果,但是由于弹幕文本中存在着大量“同词不同义”的情况,以上方法在

进行特征提取时无法区分句子中同一个词在不同上下文语境中的不同含义,且在训练过程中不能兼顾文本

中的局部特征信息和上下文语义关联,导致其分类准确率相对较低。 因此,本文结合 ALBERT 预训练语言

模型和卷积循环神经网络 ( CRNN) 方法来分析弹幕文本的情感极性,提出一种弹幕文本情感分析模型

ALBERT-CRNN。 利用 ALBERT 预训练语言模型获取弹幕文本的动态特征表示,充分利用了句子中词的上
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下文信息,使得句子中同一个词在不同上下文语境中具有不同的词向量表达;使用 CRNN 对特征进行训练,
充分考虑了文本中的局部特征信息和上下文语义关联,进一步提高了模型在弹幕文本情感分析任务中的准

确率。

1　 相关工作

深度学习技术在情感分析中应用的前提是解决词映射问题,即将文本转化为机器可以识别的数字,常用

的方法是针对文本训练词向量。 Mikolov 等 [ 6- 7] 提出 Word2Vec 模型,其本质为一种神经网络概率语言模型,
包括 CBOW 和 Skip-Gram 两种模型,但通过该模型训练出的词向量为静态词向量,舍弃了文本中大量词语的

位置信息,不能表示出文本的完整语义。 Devlin 等 [ 8] 在 ELMo[ 9] 和 GPT[ 10] 的基础上提出了 BERT 预训练语

言模型,该模型通过使用双向 Transformer[ 11] 编码器对语料库进行训练得到文本的双向编码表示,且训练出

的词向量为动态词向量,使得句子中同一个词在不同上下文语境中具有不同的词向量表达。
增大 BERT 预训练模型的规模能提升下游任务的效果,但受计算资源的限制,所需的训练时间较长,且

进一步提升模型的规模将导致显存或内存不足。 为此,Lan 等 [ 12] 提出 ALBERT 模型,该模型是基于 BERT 模

型的一种轻量级预训练语言模型,采用双向 Transformer 获取文本的特征表示,且大大减少了模型中的参数,
并在多项自然语言处理( NLP)任务中取得了最佳效果。 为准确判断弹幕文本的情感倾向,特征分类算法的

选择也尤为重要。 Kim [ 13] 提出文本卷积神经网络模型( TextCNN) ,使用不同尺寸的卷积核对文本局部特征

进行训练,实现了句子级别的分类任务,并取得了较好的分类效果。 Socher 等 [ 14] 将循环神经网络( RNN) 应

用到 NLP 任务中,在进行文本特征训练时能够较好地利用上下文信息。 然而,传统 RNN 存在梯度爆炸和消

失问题,处理长序列文本的效果并不理想。 Hochreiter 等 [ 15] 提出长短期记忆网络( LSTM) ,解决了传统 RNN
的梯度爆炸和消失问题。 之后,Dey 等 [ 16] 提出了门控循环单元( GRU) ,在保持 LSTM 效果的同时使得模型

结构更加简单。
卷积神经网络( CNN)虽然能够高效地利用文本的局部特征信息,但无法获取上下文信息;双向门控循

环单元( BiGRU)虽然能够有效地获取文本的上下文信息,但由于自身循环递归的特性,网络结构复杂度较

高,时间代价较大。 文献[17]结合 CNN 和 BiGRU 的网络结构优势,提出基于注意力机制的 CRNN 文本分类

算法,既能利用 CNN 训练局部特征的优势,又能利用 BiGRU 获取上下文语义信息的优势,提升了文本分类

的准确率。 然而,由于其在提取文本特征时采用的是传统的 Word2Vec 模型,导致其舍弃了大量词语的位置

信息,无法表示出文本的完整语义。 综合以上研究,本文将 ALBERT 预训练语言模型与 CRNN 相结合,提出

了一种基于 ALBERT-CRNN 的弹幕文本情感分析模型,并通过与其他模型的对比实验证明了其在弹幕文本

情感分析中的有效性。

2　 基于 ALBERT-CRNN 的弹幕文本情感分析模型

本文提出的 ALBERT-CRNN 弹幕文本情感分析方法主要包括以下步骤。 1)
 

对弹幕文本数据进行清洗

和预处理,筛选出具有情感极性的弹幕文本数据,并打上相应的标签。 2)
 

使用 ALBERT 预训练语言模型获

取弹幕文本的动态特征表示。 3)
 

使用结合 CNN 与 BiGRU 的神经网络模型 CRNN 对文本特征进行训练,获
取每条弹幕文本的深层语义特征。 4)

 

利用 Softmax 函数对文本深层语义特征进行分类,最终得出每条弹幕

文本的情感极性。
2. 1　 ALBERT 预训练语言模型

2. 1. 1　 ALBERT 模型结构 　 ALBERT 预训练语言模型采用双向 Transformer 获取文本的特征表示,其模型结

构如图 1 所示。 其中,E1 ,
 

E2 ,…,EN 表示序列中的每一个字符,经过多层双向 Transformer 编码器的训练,最
终得到文本的特征向量表示 T1 ,T2 ,…,TN 。 Transformer 的模型结构为 Encoder-Decoder[ 18- 19] ,ALBERT 采用

的是其 Encoder 部分,该部分由多个相同的基本层组成。 其中,每个基本层包含两个子网络层:第一个为多

头自注意力机制层;第二个为普通前馈网络层。
2. 1. 2　 ALBERT 模 型 对 BERT 模 型 的 改 进 　 为减少 BERT 模型的参数和增强模型的语义理解能力,

2
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图 1　 ALBERT 模型结构

Figure
 

1　 ALBERT
 

model
 

structure

ALBERT 模型在 BERT 模型的基础上主要进行了两点改

进。 首先,ALBERT 模型通过嵌入层参数因式分解和跨

层参数共享方法有效减少了 BERT 模型中的参数,大大

降低了训练时的内存花销,并有效提升了模型的训练速

度。 其次,为弥补 Yang 等 [ 20] 提出的 BERT 模型中 NSP
任务存在的缺点,ALBERT 模型通过使用 SOP 任务代替

BERT 模型中的 NSP 任务,提升了多句子输入的下游任

务的效果。
2. 2　 CNN 层

CNN 是一种前馈神经网络,由卷积层和池化层组

成。 在卷积层中,通过与文本特征表示矩阵 S 进行卷积

得到新的特征 c i, 其计算公式为

c i = f(w 􀱋 S i:i +m - 1 + b) , (1)
其中: i 表示第 i 个特征值; m 表示卷积计算中滑动窗口

的大小; S i:i +m - 1 表示矩阵 S 中第 i 行至第 i + m - 1 行的

文本特征矩阵; w 为卷积核;􀱋表示卷积计算; f 为非线性激活函数; b 为偏置值。 将滑动窗口应用于各局部

文本特征矩阵 S1:m ,S2:m + 1 ,…,Sn -m + 1:n, 最终得到特征向量 C,
C = ( c1 ,c2 ,…,cn -m + 1 ) 。 (2)

　 　 另外,分别采用尺寸为 3、4、5 的卷积核对特征图进行卷积,对每个卷积核重复上述过程,得到各自的特

图 2　 GRU 模型结构

Figure
 

2　 GRU
 

model
 

structure

征向量。 在池化层中,通过最大池化方法保留权重最大的

特征值,并舍弃其他特征值,计算公式为

p j = max( c j) , (3)
其中: p j 表示特征图中第 j 个池化区域内最大的特征值。
2. 3　 BiGRU 层

GRU 是 LSTM 模型的一个变体,其模型结构如图 2 所

示。 LSTM 模型包含三个门计算,即输入门、输出门和遗忘

门。 GRU 模型在 LSTM 模型的基础上进行了简化,只由 z t
和 r t 两个门控单元组成。 其中: z t 表示更新门,用于控制前

一时刻的状态信息被带入到当前状态中的程度; r t 表示重

置门,用于控制忽略前一时刻的状态信息的程度。
基于以上 GRU 的模型结构,可以得出 GRU 的前向传播计算公式为

z t = σ(W zxx t + W zhh t - 1 + b z) , (4)
r t = σ(W rxx t + W rhh t - 1 + b r) , (5)

h
~

t = tanh(W
h
~
x
x t + W

h
~
h
( r t☉h t - 1 ) + b

h
~ ) , (6)

h t = (1 - z t) ☉h t - 1 + z t☉h
~

t, (7)
其中:σ 表示 sigmoid 激活函数; x t 表示当前时刻的输入,在文本分类中表示第 t 个词的词向量; h t - 1 和 h t 分

别表示前一时刻隐藏层状态和当前时刻隐藏层状态, h
~

t 表示当前时刻新的记忆;☉表示向量的点乘。
2. 4　 ALBERT-CRNN 模型

ALBERT-CRNN 模型结构如图 3 所示,主要由以下 6 个部分组成:输入层、ALBERT 层、CRNN 层(包含

CNN 层和 BiGRU 层) 、全连接层、Softmax 层和输出层。 该模型的工作流程如下。
步骤 1 　 利用输入层将弹幕文本数据输入到模型的 ALBERT 层中,输入的弹幕文本数据 X = (X1 ,

X2 ,…,XN ) , 其中 X i 表示该条弹幕文本中的第 i 个词。
步骤 2　 在 ALBERT 层对输入的文本数据进行序列化,将文本数据 X 中的每个词转化为其在字典中所

对应的编号。 序列化后的文本数据 E = (E1 ,E2 ,…,EN ) , 其中 E i 表示文本中第 i 个词的序列化字符。 利用

3
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图 3　 ALBERT-CRNN 模型结构

Figure
 

3　 ALBERT-CRNN
 

model
 

structure

多层双向 Transformer 编码器对序列化后的弹幕文本进行训练,得到弹幕文本的动态特征表示。 文本特征表

示 T = (T1 ,T2 ,…,TN ) , 其中 T i 表示文本中第 i 个词的特征向量。 在使用 Transformer 编码器获取弹幕文本

特征时,计算当前句子中每个词与其他词之间的相互关系,然后利用这些相互关系去调整每个词的权重,从
而获得句子中每个词的新的表达。 通过此方式训练出的文本特征表示 T 充分利用了句子中词的上下文信

息,使得句子中同一个词在不同上下文语境中具有不同的词向量表达,较好地区分了同一个词在不同上下文

语境中的不同含义。
步骤 3　 将文本特征表示 T 输入到 CNN 层中,

 

分别采用尺寸为 3、4、5 的卷积核对文本特征进行训练,
经池化层降维后分别得到三个文本向量 F c1

、F c2
和 F c3

, 将三者进行叠加得到向量 F c。 为保证池化后的三个

文本向量能够相互叠加,在池化层采用全填充的方式使得池化后的三个文本向量形状相同。
步骤 4　 将 CNN 层的输出 F c 分别传给 BiGRU 层的前向 GRU 层和后向 GRU 层,经过多个 GRU 隐藏单

元的训练,最终得到两个文本向量表示,分别记作 F g0
和 F g1

。

步骤 5　 将 F g0
和 F g1

进行叠加得到向量 F g,F g 的维度为 2h,其中 h 为 GRU 隐藏单元个数。 通过全连接

层对 F g 进行两次全连接,全连接层的输出维度为 s,s 表示情感标签的个数。
步骤 6　 使用 Softmax 函数对全连接层的输出结果进行归一化,得到弹幕文本情感极性的概率分布矩阵

L,对 L 按行取最大值的索引,最终得到弹幕文本的情感极性。
上述流程中的步骤 3 和步骤 4 充分利用了 CNN 训练局部特征的优势以及 BiGRU 获取上下文语义信息

的优势,从而能够充分考虑文本中的局部特征信息和上下文语义关联,进一步提升了模型的效果。

3　 实验部分与结果分析

3. 1　 实验环境与数据

实验环境如下:操作系统为 Ubuntu16. 04,CPU 是 Intel􀳏 Xeon􀳏 Gold
 

5218,GPU 为 NVIDIA
 

Tesla
 

V100,
内存为 48

 

GB,使用 Python3. 6 进行算法编程,并使用 Tensorflow1. 12. 0 作为深度学习框架。 利用网络爬虫技

4
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术分别从哔哩哔哩、爱奇艺和腾讯视频三个视频网站上爬取弹幕文本数据,形成不同的弹幕文本数据集。 对

弹幕数据进行清洗,剔除掉不具有情感倾向的弹幕,并将具有情感倾向的弹幕分为负向和正向情感弹幕。 数

据清洗完成后,哔哩哔哩弹幕数据集共包含 5
 

037 个负向情感样本和 5
 

109 个正向情感样本,爱奇艺弹幕数

据集共包含 5
 

014 个负向情感样本和 5
 

115 个正向情感样本,腾讯视频弹幕数据集共包含 5
 

024 个负向情感

样本和 5
 

218 个正向情感样本。 对以上数据进行预处理,并按照 7 ∶ 3 的比例划分为训练集和测试集。
3. 2　 评价指标

为评价模型的分类效果,采用混淆矩阵对分类结果进行统计。 使用 TP 表示实际为正样本且预测为正

样本,FP 表示实际为负样本但预测为正样本,TN 表示实际为负样本且预测为负样本,FN 表示实际为正样本

但预测为负样本。 根据混淆矩阵统计的结果,采用准确率(Acc) 、精确率(P) 、召回率(R)以及精确率与召回

率的调和平均值 (F1) 对模型效果进行评价,计算公式为

Acc = TP + TN
TP + FP + TN + FN

, (8)

P = TP
TP + FP

, (9)

R = TP
TP + FN

, (10)

F1 = 2 × P × R
P + R

。 (11)

3. 3　 实验参数

实验参数主要包括 ALBERT 模型和 CRNN 模型的参数。 其中 ALBERT 采用 Google 发布的预训练模

型 ALBERT-Base,其模型参数如下:嵌入层尺寸为 128,隐藏层尺寸为 768,隐藏层的层数为 12,注意力头

的个数为 12,并且使用 ReLU 作为模型的激活函数。 另外,在模型训练的过程中对该预训练模型进行微

调,以更加适用于本文的情感分析任务。 CRNN 模型参数如下:CNN 中的卷积核尺寸分别为 3、4、5,且每

种尺寸卷积核的个数均为 128,另外在池化层采用最大池化的方法对特征进行降维,且池化尺寸为 4。
BiGRU 中的 GRU 隐藏单元个数为 128,模型的层数为 1,采用 ReLU 作为激活函数,并在训练阶段将

Dropout 的比例设置为 0. 5。 ALBERT-CRNN 模型训练参数如下:设置批次大小为 64,迭代轮数为 30,由于

弹幕文本一般较短,设置最大序列长度为 30,采用交叉熵损失函数,选取 Adam 作为模型的优化器,并将

学习率设置为 5×10 - 5 。
3. 4　 对比实验设置

为验证 ALBERT-CRNN 弹幕文本情感分析模型的有效性,将 ALBERT-CRNN 模型与 SVM、CNN、BiGRU、
CRNN 以及 ALBERT 模型进行对比,在哔哩哔哩、爱奇艺和腾讯视频三个视频平台的弹幕文本数据集上分别

进行实验。 其中 SVM、CNN、BiGRU 和 CRNN 模型均基于 Word2Vec 模型构建词向量;ALBERT 和 ALBERT-
CRNN 模型则采用 Google 发布的中文预训练模型 ALBERT-Base 来进行文本特征表示,并将此预训练模型在

本文数据集下进行微调。
3. 5　 实验结果及分析

不同模型在三个弹幕文本数据集上的精确率、召回率和 F1 值结果如表 1 所示。 可以看出,相比 SVM、
CNN、BiGRU、CRNN 和 ALBERT 模型,ALBERT-CRNN 模型在哔哩哔哩数据集上的 F1 值分别提高了 8. 5、
5. 5、5. 6、4. 9 和 0. 6 个百分点,在爱奇艺数据集上的 F1 值分别提高了 8. 1、5. 0、5. 5、3. 8 和 0. 7 个百分点,在
腾讯视频数据集上的 F1 值分别提高了 8. 1、5. 9、5. 7、5. 0 和 1. 9 个百分点。 由此可以得出,相比其他基于

Word2Vec 构建词向量的模型,ABERT 和 ALBERT-CRNN 模型在弹幕文本情感分析中有着明显的优势,证明

了由预训练语言模型获取的文本特征能够充分利用句子中词的上下文信息,较好地区分了句子中同一个词

在不同上下文语境中的不同含义,从而使得弹幕文本情感分析的效果得到了提升。 另外,ALBERT-CRNN 模

型相比 ALBERT 模型在弹幕文本情感分析中具有更优的表现,证明了 CRNN 模型能够充分考虑文本中的局

部特征信息和上下文语义关联,进一步提升了模型的性能。
图 4 给出了不同模型在三个弹幕文本数据集上的准确率对比。 可以发现,相比 SVM、CNN、BiGRU、CRNN
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　 　 表 1　 不同模型在三个数据集上的精确率、召回率和 F1 值结果

Table
 

1　 Precision,
 

recall
 

and
 

F1-value
 

results
 

of
 

different
 

models
 

on
 

three
 

datasets

数据集 模型
评价指标 / %

P R F1

哔哩哔哩

SVM 82. 2 89. 7 85. 8
CNN 88. 6 88. 9 88. 8
BiGRU 89. 9 87. 5 88. 7
CRNN 91. 0 87. 9 89. 4
ALBERT 90. 1 97. 6 93. 7
ALBERT-CRNN 93. 9 94. 7 94. 3

爱奇艺

SVM 84. 7 85. 9 85. 3
CNN 87. 4 89. 5 88. 4
BiGRU 88. 0 87. 7 87. 9
CRNN 88. 6 90. 7 89. 6
ALBERT 91. 5 93. 8 92. 7
ALBERT-CRNN 93. 8 93. 1 93. 4

腾讯视频

SVM 86. 5 87. 1 86. 8
CNN 88. 9 89. 1 89. 0
BiGRU 85. 9 92. 8 89. 2
CRNN 90. 4 89. 5 89. 9
ALBERT 94. 2 91. 8 93. 0
ALBERT-CRNN 93. 7 96. 1 94. 9

图 4　 不同模型在三个数据集上的准确率对比

Figure
 

4　 Accuracy
 

comparison
 

of
 

different
 

models
 

on
 

three
 

datasets

和 ALBERT 模型,ALBERT-CRNN 模型在弹幕文

本情感分析中具有更佳的效果,在三个数据集

上的准确率分别达到 94. 3%、93. 5%和 94. 8%,
再次证明了 ALBERT-CRNN 模型在弹幕文本情

感分析任务中的有效性。
利用 ALBERT-CRNN 模型对单个弹幕文本

进行预测,展示了模型真实的运用功能。 为方

便了解输出结果的含义,将预测值大于 0. 5 的

定义为正向情感,其余的定义为负向情感。 单

个 样 例 分 析 结 果 如 表 2 所 示, 可 以 看 出,
ALBERT-CRNN 模型对随机选取的单个弹幕文

本的预测结果都是正确的,能够成功应用于弹

幕文本情感分析中。

表 2　 单个样例分析结果

Table
 

2　 Single
 

sample
 

analysis
 

results

句子 预测值 情感

喜欢它的主题风格,很喜欢放歌的时候那个唱片旋转很有感觉 0. 993 正向

他喜欢挺肚子,体态就没那么好看了 0. 135 负向

说实话不喜欢广场
 

没以前好 0. 087 负向

如晶真实自然,这就是辩论的最高智慧 0. 952 正向

跟着 up 主可以学到好多东西,爱了爱了 0. 976 正向

回顾这集看到那么多黑阿薰傻 x 还是好生气呢 0. 063 负向
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4　 结语

本文提出一种结合 ALBERT 与 CRNN 的弹幕文本情感分析模型 ALBERT-CRNN。 通过 ALBERT 预训练

语言模型获取弹幕文本的动态特征表示,解决了传统弹幕情感分析方法无法区分句子中同一个词在不同上

下文语境中含义不同的问题;使用结合 CNN 与 BiGRU 的神经网络 CRNN 对特征进行训练,充分利用了文本

中的局部特征信息和上下文语义关联。 在哔哩哔哩、爱奇艺和腾讯视频三个视频平台的弹幕文本数据集上

进行对比实验,证明了 ALBERT-CRNN 模型在弹幕文本情感分析任务中的有效性。 由于 ALBERT 模型在使

用过程中的参数量仍然较大,导致训练所花费的时间较长。 在下一步研究工作中,将对 ALBERT 模型进行

压缩,在模型精度不受较大损失的情况下尽可能降低模型的复杂度,从而提高模型的训练效率。
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Abstract:
 

The
 

barrage
 

text
 

sentiment
 

analysis
 

model
 

ALBERT-CRNN
 

based
 

on
 

ALBERT
 

pre-training
 

language
 

model
 

and
 

convolutional
 

recurrent
 

neural
 

network
 

( CRNN)
 

was
 

proposed.
 

Firstly,
 

the
 

ALBERT
 

pre-training
 

language
 

model
 

was
 

used
 

to
 

obtain
 

the
 

dynamic
 

feature
 

representations
 

of
 

barrage
 

texts,
 

so
 

that
 

the
 

same
 

word
 

had
 

different
 

word
 

vector
 

expressions
 

in
 

different
 

contexts.
 

Then,
 

these
 

feature
 

vectors
 

were
 

trained
 

by
 

CRNN,
 

which
 

made
 

the
 

local
 

features
 

and
 

context
 

semantic
 

correlation
 

to
 

be
 

fully
 

consid-
ered.

 

Finally,
 

the
 

sentiment
 

polarity
 

of
 

barrage
 

texts
 

was
 

obtained
 

by
 

the
 

Softmax
 

function.
 

Experiments
 

were
 

carried
 

out
 

on
 

the
 

barrage
 

text
 

datasets
 

of
 

Bilibili,
 

iQiYi
 

and
 

Tencent
 

video
 

platforms.
 

The
 

experi-
mental

 

results
 

showed
 

that
 

the
 

accuracy
 

of
 

ALBERT-CRNN
 

on
 

the
 

above
 

three
 

datasets
 

reached
 

94. 3%,
 

93. 5%
 

and
 

94. 8%
 

respectively,
 

which
 

were
 

better
 

than
 

some
 

traditional
 

models.
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barrage
 

text;
 

sentiment
 

analysis;
 

word
 

vector;
 

pre-training
 

language
 

model;
 

convolutional
 

recurrent
 

neural
 

network
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