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摘要:
  

针对智能交通系统中行程时间估计的不确定性量化的难题,提出一种全局-局部不确定性感知行程时间估

计方法( global
 

and
 

local
 

uncertainty-aware
 

travel
 

time
 

estimation,
 

GLUTTE) 。 首先,通过多任务学习策略建模整体路

线与各局部路段的行程时间关系及其不确定性。 其次,采用多粒度分位数回归方法,综合考虑全局和局部特征,提
供准确的置信区间估计。 实验结果表明,所提方法能够有效量化不确定性,同时保证准确性并提供可靠的置信区

间,从而提升结果的可用性和可信度。
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Abstract:
  

In
 

response
 

to
 

the
 

difficulty
 

of
 

uncertainty
 

quantification
 

for
 

travel
 

time
 

estimation
 

in
 

intelligent
 

transportation
 

systems,
 

a
 

global
 

and
 

local
 

uncertainty-aware
 

travel
 

time
 

estimation
 

( GLUTTE)
 

method
 

was
 

proposed.
 

Firstly,
 

a
 

multi-task
 

learning
 

strategy
 

was
 

employed
 

to
 

model
 

the
 

travel
 

time
 

relationship
 

between
 

overall
 

routes
 

and
 

each
 

local
 

segment,
 

as
 

well
 

as
 

their
 

uncertainties.
 

Secondly,
 

a
 

multi-granular-
ity

 

quantile
 

regression
 

approach
 

was
 

adopted,
 

considering
 

both
 

global
 

and
 

local
 

features
 

to
 

provide
 

accu-
rate

 

confidence
 

interval
 

estimation.
 

The
 

experimental
 

results
 

demonstrated
 

that
 

the
 

proposed
 

method
 

could
 

effectively
 

quantify
 

uncertainties
 

while
 

ensuring
 

accuracy
 

and
 

offering
 

reliable
 

confidence
 

intervals,
 

there-
by

 

enhancing
 

the
 

usability
 

and
 

credibility
 

of
 

the
 

results.
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0　 引言

行程时间估计 ( travel
 

time
 

estimation,
 

TTE) 任

务是根据给定路线和出发时刻预测行程时间。 作为

智能交通系统的重要组成部分,准确的行程时间估

计对于优化用户体验和提高系统效能具有决定性作

用,已广泛应用于路线规划、导航和网约车等服务领
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域。 例如滴滴等网约车平台,其服务在很大程度上

依赖于精确的行程时间估计 [ 1] 。 近年来,深度学习

技术也被广泛应用于行程时间估计,例如基于循环

神经网络的方法 [ 2] 、基于注意力机制的方法 [ 3] 以及

基于图神经网络的方法 [ 4- 6] 等。 虽然这些方法提高

了行程时间估计的精度,但它们都只专注于行程时

间预测的点估计。 点估计旨在使用样本数据来计算

一个最佳估计作为预测值,在行程时间估计中,点估

计专注于预测一个具体的行程时间值。 仅依赖点估

计的方法无法捕捉预测的不确定性,降低了预测结

果的可用性和可信度 [ 7] ,无法满足实际需求,尤其

是在需要高准确性的紧急情况下。 例如,对救护车

到达现场的时间估计,考虑了两条不同的救援路线,
其行程时间点估计分别为 t1 ,t2 , 若 t1 时间短,但置

信区间宽,表明不确定性较高,可能错过关键的救援

时机。 相反,若 t2 时间较长,但置信区间窄,则即使

在最慢的预期情况下也能够及时到达救援现场。 综

合考虑,选择 t2 对应的路线更安全。 因此,行程时间

的置信区间估计尤为重要。
置信区间估计 [ 8] 是一种为预测结果提供不确

定性量化的有效途径。 对预测结果进行置信区间估

计,是指明确输出预测结果的上下界,即定义出预测

值的合理波动范围。 有效的置信区间估计不仅增强

了预测的可信度,为服务商在资源分配和服务质量

保障方面提供了重要支持,还有助于用户出行规划

和决策 [ 7] 。 目前,同时解决行程时间估计和置信区

间估计两个问题的研究较少。 在现实场景中,准确

的行程时间估计和可靠的不确定性量化主要面临如

下挑战:①
 

行程时间估计受到多种复杂因素的影响

而导致结果的不确定性,例如驾驶员的行为偏好、节
假日等都会导致行程时间估计的不确定性。 ②

 

完

整的路线由多个路段组成,每个路段的通行时间因

路线和路况的不同而呈现动态变化。 某个路段的行

程时间不确定性大,这种不确定性沿着路线累积,会
导致整个路线的行程时间不确定性大。 路段级别的

通行时间估计对于全局路线行程时间估计的准确性

具有决定性影响。
为了应对上述挑战,本文提出了全局-局部不确

定性感知行程时间估计方法( global
 

and
 

local
 

uncer-
tainty-aware

 

travel
 

time
 

estimation,
 

GLUTTE)。 该方法

旨在同时学习全局路线的行程时间及其不确定性,以
及局部各路段的通行时间和相应的不确定性,采用分

位数回归方法分别对全局路线和局部各路段的不确

定性进行量化,最后将两者融合,得到一个综合的行

程时间及其置信区间。 主要贡献如下:

1)
 

提出了针对行程时间估计的不确定性量化

框架,能够同时进行行程时间点估计和置信区间估

计,有效提高了预测结果的可用性。
2)

 

设计了时空学习模块,用于深入分析各种

复杂因素对行程时间估计的影响。 并且提出了一

种新颖的多粒度分位数回归方法,通过多任务学

习策略,同时预测全局路线及其局部路段的行程

时间并量化不确定性,提升了行程时间估计的准

确性和可信度。
3)

 

通过在两个真实的轨迹数据集上的实验,验
证了所提方法在行程时间估计和不确定性量化方面

的先进性和优越性。

1　 相关工作

1. 1　 行程时间估计

行程时间估计的工作主要分为两类:基于起止

点的行程时间估计与基于路线的行程时间估计。
基于起止点的行程时间估计是指只提供行程的

起点、终点和出发时刻,而不提供实际的行驶路线来

估计行程时间的方法。 Li 等 [ 9] 提出一种多任务学

习框架 MURAT,利用道路的拓扑结果和时空先验知

识来进行基于起止点的行程时间估计。 Lin 等 [ 10] 提

出基于扩散模型的 DOT 框架,通过挖掘历史轨迹和

像素化轨迹的关联性,辅以掩码视觉 Transformer,实
现了对基于起止点行程时间的高效且精准的预估。

基于路线的行程时间估计是通过给定行驶路线

和出发时刻来估计行程时间的方法,正是本文探索

的核 心 议 题。 受 到 自 然 语 言 处 理 的 启 发, Wang
等 [ 2] 提出 WDR 方法,该方法同时训练广度神经网

络、深度神经网络以及循环神经网络,将每条路线视

作一个句子,每个路段及其关系视作单词;通过广度

模型洞察路线全局统计特性,利用深度模型挖掘深

层次结构,循环模型则用于精准捕捉路段动态变化,
成功实现了行程时间的高精度预测。 Derrow-Pinion
等 [ 6] 在谷歌地图上采用图神经网络的方法进行行

程时间估计,显著提高了其准确性。 Chen 等 [ 3] 提出

的 HierETA 方法利用 Transformer 序列建模能力,通
过多视图建模,分别从短路段、长路段和交叉路口进

行时间估计,有效提高了行程时间估计的准确性。
无论是基于起止点的行程时间估计还是基于路

线的行程时间估计都在点估计上取得了显著进展,
然而这些方法普遍忽视了对估计结果的可信度评

估,缺少对结果的置信区间估计,从而限制了这些方

法在实际应用中的可用性和可信度。

9
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1. 2　 不确定性量化

现有的不确定性量化方法可以分为基于贝叶斯

的方法和非贝叶斯方法两类 [ 11] 。
贝叶斯方法基于贝叶斯公式,为模型参数指定

先验分布,然后推断网络参数的后验分布,对模型不

确定性进行量化。 贝叶斯方法的困难是后验分布难

以直接计算,只能通过近似方法来推断,例如变分推

断和马尔可夫链蒙特卡罗方法。 这些方法通常计算

复杂度较高、 耗时较长。 为了解决这一问题, Gal
等 [ 12] 提出了蒙特卡罗 Dropout 方法,该方法的核心

思想是假设神经网络的每一层参数服从伯努利分

布,从而控制隐藏层神经元的丢弃概率。
非贝叶斯方法在处理不确定性方面通常比贝叶

斯方法更为灵活。 例如,分位数回归 [ 13] 和平均间隔

分数 [ 14] 将不确定性度量纳入损失函数中。 分位数

回归通过对不同条件分位数进行建模,揭示数据分

布的不同方面,包括中位数及其他任意分位数 ( 如

25%或 75%分位数) ,通过最小分位数和最大分位

数可以构建置信区间。 平均间隔分数则通过最小化

预测区间的平均宽度,同时惩罚未能覆盖实际观测

值的预测区间。 此外,共形预测 ( conformal
 

predic-
tion,

 

CP) [ 15] 是一种利用历史数据来估计新样本预

测不确定性的技术,它为每个预测结果提供了一个

置信区间,这种方法与模型设计无关,并在理论上保

证了预测结果置信度的可靠性和透明度。
综上所述,不同方法各有优势,但分位数回归能

够直接估计出不同分位数下的结果,从而为预测结

果的置信区间提供了直观的理解。 因此,本文采用

了分位数回归的理论框架。

2　 基本定义和问题定义

本节将对所涉及的基本概念以及要解决的问题

进行形式化定义。
2. 1　 基本定义

定义 1　 路网:交通路网定义为一个有向图 G =
〈S,E〉 , 其中 S 是路段集合, E 是边集。 s ∈ S 表示路

网中的一个路段, e ij ∈ E 表示路段 s i 和路段 s j 之间

的连接关系。
定义 2　 路线:一条路线 r 是一个路段序列,即

r = [ s1 ,s2 ,…,sM ] ,M 表 示 一 条 路 线 包 含 路 段 的

个数。
定义 3　 请求:为出发时间 d 和路线 r 的组合

req = ( r,d) 。 行程时间估计是输入一个查询 req, 估

计行程时间 y。

2. 2　 问题定义

本研究旨在解决两个关键问题:一是多任务的

行程时间估计;二是行程时间的置信区间估计。
问题 1　 多任务的行程时间估计:对于给定的

请求 req, 同时估计路线 r 的整体通行时间 ŷ, 以及

每个路段 s i 的通行时间 ŷ s i
。

问题 2　 行程时间的置信区间估计:在给定置

信水平下,输出区间 [ l,u] , 即行程时间估计的下界

(最短时间) l 和上界(最长时间) u。

3　 全局-局部不确定性感知行程时间
估计方法(GLUTTE)

　 　 GLUTTE 的模型结构如图 1 所示,包括时空学

习模块与多任务不确定性感知模块。 时空学习模块

有效建模了复杂因素对行程时间估计的影响,并充

分融合了路线的时空特征。 多任务不确定性感知模

块旨在综合学习全局路线行程时间和局部路段通行

时间,利用一种新颖的多粒度分位数回归方法,分别

对全局路线和局部路段的不确定性进行量化。 通过

结合学习到的时空特征,输出行程时间 ŷ 和置信区

间估计 [ l,u] , 从而提高了行程时间估计的可用性

和可信度。

图 1　 GLUTTE 的模型结构

Figure
 

1　 The
 

model
 

structure
 

of
 

GLUTTE

3. 1　 时空学习模块

时空学习模块分为时空特征学习组件和时空序

列学习组件。 时空特征学习组件旨在有效学习行程

时间估计中的各种复杂因素,包括驾驶员行为偏好

和出发时刻等,分别学习时空的密集特征和稀疏特

征。 密集特征代表数值信息,涵盖路线的行驶距离、
路段数量以及路口数目;稀疏特征表示分类信息,包
括驾驶员 ID 和出发时刻所在的时间段。 为深入了

解并有效利用行程时间预测中密集特征与稀疏特征

的复杂关联,采用神经因子分解机( neural
 

factoriza-

01
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machine,NFM) [ 16] 有效捕获到高阶和非线性的

特征交互。 对于稀疏特征,通过多层感知机来提取

非线性关系,增强模型的泛化能力。 密集特征和稀

疏特征的输出向量表示分别为

H den = NFM(X den ) , (1)
H spa = σ(X spa ) , (2)

其中: σ 代表多层感知机; X den ,X spa 分别代表密集

特征和稀疏特征的嵌入向量; H den ,H spa ∈ R dh,dh 为

输入特征的维度。
时空序列学习组件旨在有效学习全局路线的时

空序列特征与局部路段之间的时间相关性,从而实

现行程时间的精准预测。 该组件采用了双分支结

构,同时对全局路线的行程时间和局部路段的通行

时间进行估计。 具体设计了两个独立的 LSTM,即

全局 LSTM 和局部 LSTM。 全局 LSTM 对粗粒度的

全局行程时间进行建模,以反映整体路径的通行状

况。 而局部 LSTM 专注于细粒度的局部路段分析,
逐个预测路段的通行时间,从而揭示出路段间微妙

的时间相关性,为行程时间预测提供更为细腻的微

观视角。 输入的时空序列特征是路段序列(作为空

间特征)以及根据历史统计的每个路段平均通行时

间(作为时间特征) ,将最后一个隐藏态 H seq ∈ R dh

作为全局路线的时间表示,
H seq = globalLSTM(X seq ) , (3)

其中: X seq ∈ RM ×d in + 1
为路段序列嵌入和路段平均通

行时间的组合嵌入向量, d in 为输入特征的维度。 对

局部路段的通行时间估计为

H s = localLSTM(X seq ) , (4)

其中:输出层 H s ∈ RM ×dh 为各路段通行时间表示。
3. 2　 多任务不确定性感知模块

多任务预测组件设计的目的是充分考虑全面的

上下文信息,同时有效地考虑局部路段对全局路线

的影响,高效学习整个路线的特性(如交通状况、路
段长度和可能的延迟等) 。 将上述时空特征学习组

件和时空序列学习组件结合起来,建立整体模型估

计行程时间。 该模型有效地利用了密集特征、稀疏

特征和序列特征,并通过多层感知机输出全局路线

的行程时间,即
ŷR = σ(H den ‖H spa ‖H seq ) , (5)

其中: ŷR 为全局路线的预测时间; ‖ 表示连接操作。
而每个局部路段的通行时间表示为

ŷ s i
= σ(H s i

) , (6)

其中: ŷ s i
表示一条路线中第 i 个路段的预测通行时

间; H s i
∈ R dh 为一条路线中第 i 个路段的通行时间

表示。 最终的行程时间 ŷ 由两者组合而成,即

ŷ = λŷR + (1 - λ)∑
m

i
ŷ s i

, (7)

其中:λ 为线性平衡全局粗粒度和局部细粒度的权

重参数。 利用 λ,模型能够在保留粗粒度的全局路

线信息的同时也能有效关注更细粒度的路段特征。
多粒度分位数回归的目的是提供可靠的置信区

间估计,量化预测结果的不确定性。 分位数回归 [ 13]

提供了一个有效量化不确定性的解决方案,它不对

数据分布形式做任何假设,而是直接优化分位数损

失函数。 该损失函数特别针对预测值与实际观测值

之间的偏差进行量化,基本形式为

Lqua = II
ŷ≥y

 ρ y - ŷ + II
ŷ < y

(1 - ρ) y - ŷ ,

(8)
其中: II 表示选择函数。 该损失函数考虑了预测值

与实际值之间的关系,分为预测值不小于实际值

( ŷ ≥ y) 和预测值小于实际值 ( ŷ < y) 两种情况,并
对这两种情况分别赋予不同的权重 ρ。 权重的选择

取决于目标分位数,通过调整 ρ 值,分位数回归损失

函数能够针对不同预设分位点的预测进行不同程度

的惩罚调整,从而构建出反映预测不确定性的置信

区间。
在分位数回归的理论基础上,提出了多粒度分

位 数 回 归 ( multi-granularity
 

quantile
 

regression,
MGQR)方法。 该方法分别针对粗粒度的全局路线

行程时间和细粒度的局部路段通行时间的不确定性

进行量化,以提供相应的置信区间。 粗粒度的全局

分位数损失和细粒度的局部分位数损失分别表示为

L global = ∑
P

k = 1
II

ŷ≥y
 ρk y - ŷ k

R +

II
ŷ < y

(1 - ρk) y - ŷ k
R , (9)

L local = ∑
P

k = 1
∑

M

i = 1
II

ŷ s i
≥y i

 

ρk y s i
- ŷ k

s i
+

II
ŷ s i

< y i
(1 - ρk) y s i

- ŷ k
s i

。 (10)

　 　 设定 P = 3, 分别对应 3 个预测值:上界 u 、均值

ŷ 和下界 l。 这 3 个预测值对应 ρ 的不同取值,以保

证满足 u ≥ ŷ ≥ l 不等式关系,使得全局分位数回归

能够监督整条路线的行程时间,并提供可靠的置信

区间估计。 同时,局部分位数回归对各路段的通行

时间提供精确的点估计,并保证局部路段通行时间

的置信区间估计。 通过多粒度分位数回归方法,模
型有效地融合了全局路线的综合时空特性和局部路

段的实时动态信息。

11
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3. 3　 损失函数

模型的损失函数有三部分:多粒度分位数损失、
L1 损失函数和平均预测间隔宽度 ( mean

 

prediction
 

interval
 

width,
 

MPIW) [ 8] 。
MPIW 即置信区间的宽度,计算公式为

MPIW = 1
N∑

N

i = 1
u i - l i , (11)

其中: N 代表样本数量。
L1 损失函数为

L1 = 1
N∑

N

i = 1
y i - ŷ i 。 (12)

　 　 最终的损失函数为

L = λL global + (1 - λ)L local + L1 + α·MPIW。

(13)
　 　 多粒度分位数回归旨在同时量化全局和局部的

不确定性,并估计置信区间。 L1 损失函数用于提高

点估计的准确性,而 MPIW 则确保置信区间尽可能

紧致。 λ 同上述公式(7) ,平衡粗粒度的全局分位数

损失和细粒度的局部损失。 α 为区间宽度约束系

数,控制置信区间的紧致度,以在点估计的准确性和

置信区间的宽度之间找到最优平衡。

4　 实验

本节验证所提 GLUTTE 模型的性能。 首先,通
过与多个基准模型的比较,评估 GLUTTE 模型性能

并证明其优势。 其次,通过消融实验来验证模型各

组件的有效性。 最后,通过超参数分析,深入探讨模

型性能与关键参数设置之间的关系。
4. 1　 实验数据集

使用了两个真实的轨迹数据集,分别来自葡萄

牙波尔图市和中国西安市的出租车轨迹数据,数据

集信息见表 1。 波尔图数据集:记录了 2013 年 7 月

1 日至 2014 年 6 月 30 日在波尔图市收集的出租车

轨迹数据。 西安数据集:记录了 2018 年 10 月 1 日

至 10 月 15 日在西安市收集的出租车轨迹数据。 为

了确保数据质量并避免异常路线的影响,对原始轨

迹数据进行了筛选。 去除以下数据:非常短的行程

时间(少于 60
 

s) ,路线中包含路段数过少 ( 少于 6
个)以及路线行驶距离过短(少于 500

 

m) 。
按照 6 ∶ 2 ∶ 2 的比例划分为训练集、验证集和

测试集。 为了方便表示出发时刻,一天 24
 

h 被划分

为 288 个时间段,每个时间段为 5
 

min。 针对公式

(9) 、(10) ,置信度设定为 90%, l,ŷ 和 u 对应的 ρ 的

取值分别为[0. 05,
 

0. 5,
 

0. 95] 。

表 1　 数据集信息

Table
 

1　 Dataset
 

information

数据集 轨迹数 路段数
驾驶
员数

平均
时间 / s

平均
距离 / m

波尔图 1
 

401
 

560 5
 

282 441 616 2
 

989
西安 1

 

519
 

617 6
 

780 56
 

549 1
 

073 5
 

836

4. 2　 评价指标

评价指标分为两类,分别衡量点估计和不确定

性量化的性能。
1)

 

点估计评价指标

使用平均绝对误差( mean
 

absolute
 

error,MAE) 、
平均绝对百分比误差 ( mean

 

absolute
 

percentage
 

er-
ror,MAPE)和满意度( satisfaction

 

rate,SR)衡量点估

计性能,其中满意度是指误差不大于 10%的行程的

比例。 具体公式为

MAE = 1
N∑

N

i = 1
y i - ŷ i , (14)

MAPE = 100%
N ∑

N

i = 1

y i - ŷ i

y i

, (15)

SR = 1
N∑

N

i = 1
(

y i - ŷ i

y i

≤ 10%) × 100%, (16)

其中: y i 代 表 真 实 值; ŷ i 代 表 预 测 值。 MAE 和

MAPE 值越小越好,SR 值越大越好。
2)

 

置信区间估计评价指标

使用预测区间覆盖率( prediction
 

interval
 

cover-
age

 

probability,PICP ) [ 7] 表示真实值落入置信区间

的概率,其计算公式为

PICP = 100%
N ∑

N

i = 1
II { l i ≤ y i ≤ u i} 。 (17)

　 　 PICP 值越大越好,但置信区间过大会缺乏实际

意义。 为了有效平衡区间紧致度和区间覆盖率的关

系,引入平均间隔分数( mean
 

interval
 

score,MIS) ,其
计算公式为

MIS = 1
N∑

N

i = 1
{ (u i - l i) + 2

γ
( y i - u i) II { y i > u i} +

2
γ

( l i - y i) II { l i ≥ y i} } , (18)

其中: γ = 0. 10。 MIS 综合反映了区间上界低于真

值和区间下界高于真值的情况,其值越小越好。
4. 3　 基准模型

为了衡量所提 GLUTTE 模型在点估计与不确定

性量化方面的水平,选择了以下两类基准模型。
第一类为行程时间估计基准模型,具体如下。
1)

 

HA 模型:为历史平均模型,统计了城市每个
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路段的平均通行时间,累加求和得到行程时间。
2)

 

MLP 模型:应用多层感知机来估计行程时

间,网络层数为 10,激活函数为 ReLU,隐藏层大小

固定为 256。
3)

 

LSTM 模型:利用 LSTM 直接处理路段序列,
序列维数为 256,然后通过多层感知机获得行程时

间估计。
4)

 

WDR [ 2] 模型:为基础的广度深循环模型,分
别处理密集、稀疏和连续特征,隐藏层设置为 256。

5)
 

WDR-LC [ 17] 模型:在 WDR 的基础上综合考

虑路段和路口的影响,将两者联合建模。
第二类为不确定性量化基准模型,具体如下。
1)

 

MC
 

Dropout[ 12] 模型:为蒙特卡罗 Dropout 方

法,将 Dropout 解释为高斯过程的贝叶斯近似,并在

训练和测试阶段都启用 Dropout。
2)

 

MIS[ 14] 模型:通过 MIS 的损失函数来优化

模型。
3)

 

Quantile[ 13] 模型:使用分位数损失函数来生

成固定置信水平的预测。
4)

 

CP [ 15] 模型:利用历史数据计算不合格分数

来估计新样本的不确定性,利用不合格分数为每个

预测提供一个置信区间。
4. 4　 实验结果分析

1)
 

与行程时间估计基准模型的比较

在波尔图和西安数据集上的点估计性能对比结

果见表 2。 可以看出,基于传统统计方法的 HA 模

型性能不佳,相比之下,深度模型 MLP 和 LSTM 的

性能显著提升。 WDR 和 WDR-LC 采用了广度深循

环结构,模型更复杂,具有更强的学习能力,进一步

提高了性能。 所提模型 GLUTTE 有效结合了全局整

体特征和局部细粒度特征,因而在两个数据集上均

实现了最佳的点估计性能。

表 2　 在波尔图和西安数据集上的点估计性能对比

Table
 

2　 Comparison
 

of
 

the
 

point
 

estimation
 

performance
 

on
 

the
 

Porto
 

and
 

Xi′an
 

datasets

模型
波尔图 西安

MAE MAPE / % SR / % MAE MAPE / % SR / %

HA 161. 33 28. 07 28. 77 287. 72 25. 59 21. 19
MLP 129. 62 19. 65 42. 21 217. 65 21. 78 32. 16
LSTM 122. 31 19. 00 45. 81 210. 40 21. 33 32. 82
WDR 118. 13 18. 45 47. 94 198. 54 19. 99 34. 43
WDR-LC 117. 67 18. 40 48. 20 196. 12 19. 29 34. 53
GLUTTE 116. 43 18. 19 48. 56 187. 33 18. 30 36. 45

　 　 注:黑体数据表示最优结果。

2)
 

与不确定性量化基准模型的比较

在波尔图和西安数据集上的不确定性量化性能

对比结果见表 3。 可以看出,在不确定性量化方面

MC
 

Dropout 模型表现不佳,其置信区间估计不能有

效覆盖真值。 而 MC
 

Dropout 模型的点估计性能表

现为次优,是由于其集成学习的思想可以有效提高

回归结果的精确度。 Quantile 模型在不确定性量化

方面表现为次优,能够较为有效地量化不确定性。
GLUTTE 模型采用多粒度分位数回归,充分考虑了

全局路线和局部路段的不确定性,其 PICP 和 MIS
指标均优于其他基准模型,这表明 GLUTTE 模型在

置信区间估计方面有显著优势。

表 3　 在波尔图和西安数据集上的不确定性量化性能对比

Table
 

3　 Comparison
 

of
 

the
 

uncertainity
 

quantification
 

performance
 

on
 

the
 

Porto
 

and
 

Xi′an
 

datasets

模型
波尔图 西安

MAE MAPE / % SR / % PICP / % MIS MAE MAPE / % SR / % PICP / % MIS

MC
 

Dropout 116. 63 18. 19 47. 18 30. 43 1
 

821. 04 195. 57 19. 28 35. 35 39. 54 2
 

358. 54
MIS 122. 80 19. 46 45. 25 90. 35 840. 65 201. 59 20. 50 33. 74 81. 89 1

 

357. 73
Quantile 118. 74 18. 69 48. 59 90. 42 845. 77 195. 79 19. 78 34. 89 83. 80 1

 

286. 54
CP 117. 67 18. 40 48. 21 72. 92 1

 

370. 18 196. 12 19. 54 35. 40 68. 16 1
 

883. 64
GLUTTE 116. 43 18. 19 48. 56 95. 65 826. 28 187. 33 18. 30 36. 45 96. 41 1

 

228. 39
　 　 注:黑体数据表示最优结果。

4. 5　 消融实验

本节通过消融实验证明 GLUTTE 模型各组件的

有效性,分为以下 3 个变体进行比较。
1)

 

No
 

STF:移除时空特征学习组件,仅保留循
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环结构。
2)

 

No
 

Local:移除对局部路段的融合处理。
3)

 

No
 

MPIW&L1 : 移除 MPIW 和 L1 损失函数。
消融实验结果见表 4。 可以看出,移除时空特

征学习组件,点估计性能明显下降,说明密集特征和

稀疏特征都对点估计预测结果有重要辅助作用。 同

时,移除对于区间宽度和 L1 损失的约束,点估计性

能下降,虽然 PICP 指标略有提升,但 MIS 显著增

大,反映出置信区间的紧致度降低。 因此, L1 损失

和 MPIW 的结合能有效平衡点估计和置信区间

估计。

表 4　 消融实验结果

Table
 

4　 Results
 

of
 

ablation
 

experiment

模型 MAE MAPE / % PICP / % MIS

No
 

STF 120. 59 19. 05 95. 99 906. 24
No

 

Local 118. 74 18. 69 90. 42 845. 77
No

 

MPIW&L1 121. 98 19. 05 96. 04 863. 61
GLUTTE 116. 43 18. 19 95. 65 826. 28
　 　 注:黑体表示最优结果。

　 　 此外,移除局部路段特征监督融合,仅保留全局

路线监督,将降低点估计效果。 这表明局部路段信

息通过提供更细致的特征,有助于捕捉到影响整个

路线行程时间的微观因素,其对提高预测准确性具

有显著作用。 而置信区间性能的显著降低,进一步

证明了局部特征融合在确保置信区间可靠性方面的

重要性,并验证了多粒度分位数回归对点估计和置

信区间估计的有效性。
4. 6　 超参数分析

本节对损失函数的两个重要超参数进行分析:
全局和局部的平衡系数 λ 和区间宽度约束系数 α。
固定 α = 0. 5, 分别设置不同的 λ 进行实验,分析结

果如图 2 所示,其中 λ = 0. 7 时综合性能最佳。 在该

过程中,全局信息的权重增大可以有效缓解局部路

段所带来的误差累积。 然而,当 λ = 1. 0 时,即完全

依赖全局路线信息,点估计和置信区间估计性能都

显著下降,说明了局部特征和全局信息融合的重

要性。
固定 λ = 0. 7, 分别设置不同的 α 进行实验,分

析结果如图 3 所示,其中 α = 0. 5 时性能最佳。 然

而,当 α > 0. 5 时,对区间宽度的过度约束会导致置

信区间估计性能的下降,同时也影响了点估计的性

能。 严格的区间宽度约束,一方面可能使置信区间

的界限过于狭窄,无法有效覆盖真实值,降低置信区

间估计的准确性。 另一方面,可能削弱了分位数回

归的效果,从而影响点估计的精度。

图 2　 超参数 λ 分析

Figure
 

2　 Aanalysis
 

of
 

hyper-parameter
 

λ

图 3　 超参数 α 分析

Figure
 

3　 Aanalysis
 

of
 

hyper-parameter
 

α

5　 结语

本文提出了全局-局部不确定性感知行程时间

估计方法 GLUTTE,在提高预测精度的同时,为行程

时间估计提供了可靠的置信区间。 该模型有效学习

并融合了全局路线的时空特征以及局部路段的实时

动态信息,通过采用多任务学习策略,同时对全局和

局部的不确定性进行量化,并利用一种新颖的多粒

度分位数回归方法,实现了准确可靠的置信区间估

计。 在未来工作中,将探索其他方法对行程时间估

计的不确定性量化。
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