
　 第 57 卷第 6 期 郑
 

州
 

大
 

学
 

学
 

报(理
 

学
 

版) Vol. 57
 

No. 6
　 2025 年 11 月 J. Zhengzhou

 

Univ. ( Nat. Sci. Ed. ) Nov.
 

2025

收稿日期:2024-04-19
基金项目:嵩山实验室预研项目( YYYY022022003) ;河南省重点研发与推广专项(科技攻关) ( 212102310039)
第一作者:佘维( 1977—　 ) ,男,教授,主要从事复杂系统建模与仿真、机器学习、区块链与数据智能研究,E-mail:wshe@ zzu. edu. cn。
通信作者:田钊( 1985—　 ) ,男,副教授,主要从事群体智能、机器学习、区块链与数据智能研究,E-mail:tianzhao@ zzu. edu. cn。

基于贝叶斯优化极端梯度提升树的电缆状态分类研究

佘　 维1,2,3,　 王　 欣1,3,　 陈　 斌4,　 吕钟毓1,3,　 张海丽1,3,　 田　 钊1,3

(1. 郑州大学
 

网络空间安全学院 　 河南
 

郑州
 

450002;
 

2. 嵩山实验室 　 河南
 

郑州
 

450046;
3. 郑州市区块链与数据智能重点实验室　 河南

 

郑州
 

450002;
 

4. 许继电气股份有限公司　 河南
 

许昌
 

461099)

摘要:
 

针对多分类问题中样本类间不均衡引起的电缆状态分类准确性不高的问题,提出一种基于贝叶斯优化极端

梯度提升树的电缆状态分类方法。 首先,利用贝叶斯优化对极端梯度提升树算法里面的超参数进行训练,获取最

优超参数配置。 其次,将最优超参数配置应用于极端梯度提升树算法中,得到 Bo-XGBoost 分类模型。 最后,通过实

例验证该分类方法相较于 SVM、TabNet、LightGBM 等方法有更高的准确性,可为电缆状态分类提供一种新方向。
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Abstract:
 

Addressing
 

the
 

issue
 

of
 

low
 

accuracy
 

in
 

cable
 

condition
 

classification
 

due
 

to
 

imbalanced
 

sam-
ple

 

classes
 

in
 

multiclass
 

classification
 

problems,
 

a
 

cable
 

condition
 

classification
 

method
 

based
 

on
 

Bayes-
ian-optimized

 

extreme
 

gradient
 

boosting
 

was
 

proposed.
 

Firstly,
 

Bayesian
 

optimization
 

was
 

employed
 

to
 

train
 

the
 

hyperparameters
 

within
 

the
 

XGBoost
 

algorithm,
 

with
 

the
 

aim
 

of
 

acquiring
 

the
 

optimal
 

hyperpa-
rameter

 

configuration.
 

Then,
 

this
 

optimal
 

hyperparameter
 

configuration
 

was
 

applied
 

to
 

the
 

XGBoost
 

algo-
rithm,

 

which
 

resulted
 

in
 

the
 

Bo-XGBoost
 

classification
 

model.
 

Finally,
 

the
 

verification
 

through
 

case
 

stud-
ies

 

demonstrated
 

that
 

this
 

classification
 

method
 

achieved
 

higher
 

accuracy
 

compared
 

to
 

methods
 

such
 

as
 

SVM,
 

TabNet,
 

and
 

LightGBM,
 

thereby
 

providing
 

a
 

new
 

direction
 

for
 

cable
 

condition
 

classification.
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0　 引言

电缆的数量在电力现代化进程中迅速增长,形
成了一个庞大且复杂的网络体系。 但由于复杂的操

作环境、工况变化以及外部因素的影响,容易出现缺

陷或故障,给电力系统带来潜在威胁,及时准确地掌

握电缆的运行状态成为当前发展的必然需求 [ 1] 。
随着电缆的规模不断扩大,检测手段也日益多样化,
为准确评估电缆状态提供了丰富的数据支持 [ 2] 。
因此,对电缆运行状态各项参数进行综合分析,提取

核心指标,构建多维度风险评估模型,对电缆状态分
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类和评估具有深远的研究和应用价值 [ 3] 。
近年来,基于机器学习的电缆状态监测方法得

到更多应用。 文献[4]提出了一个基于大数据技术

的电力数据质量评估框架,该框架能够整合实时和

历史数据,为电力大数据分类提供一体化的计算环

境,并实现对不同类型数据的存储支持。 文献[5]
提出了一种基于概率神经网络算法的电缆状态评估

方法,运用因子分析法对不完备信息下的数据库进

行预处理,提出基于概率神经网络的多源信息融合

算法,在不完备信息条件下对电缆整体状态进行综

合评估。 文献[ 6] 通过对 11 种典型电缆缺陷进行

模拟试验,提出了基于多状态量特征及变化规律的

高压电缆状态综合评价方法,并通过实例验证了其

有效性。 文献[7] 在极化-去极化电流( PDC) 检测

诊断方法的基础上,对 PDC 法进行改进,将提取的

单一状态分类特征量改良为具有不同权重的多个状

态分类特征量,提高了电缆状态分类的准确性。 文

献[8]提出了一种基于长短时记忆网络的配网电缆

状态评估方法,该方法利用加权 Bagging 算法对所

述历史特征参数进行融合得到加权后的融合特征参

数,然后构建基于长短时记忆网络的配网电缆绝缘

状态评估模型,实现电缆状态在线监测。
上述文献虽然涉及对电缆状态特征量的分析评

估,但对于因多分类问题中样本类间不平衡而导致

电缆状态分类准确性不高的问题未进行深入具体探

讨。 为弥补这一不足,本文提出了一种基于贝叶斯

优化极端梯度提升树的电缆状态分类方法,缓解了

传统分类模型可能面临的过拟合问题,提高了状态

分类的准确性。

1　 相关知识

1. 1　 极端梯度提升树

极端梯度提升 ( extreme
 

gradient
 

boosting, XG-
Boost)树 [ 9] 是建立在梯度提升决策树( gradient

 

boos-
ting

 

decision
 

tree,GBDT)基础上的机器学习模型,其
目标是将速度和效率发挥到极致。 极端梯度提升树

的一般过程如下。
1)

 

初始化:在算法开始时, XGBoost 会构建一

个简单的基模型作为起点,对数据进行初步预测。
2)

 

迭代训练:通过多次迭代,每次基于前次预

测值与真实值间的误差(残差) 训练新决策树,旨在

纠正前次错误。
3)

 

加权融合:每次迭代后,新的决策树模型会

被添加到模型中,并与之前的模型进行加权融合。

这个加权融合的过程是根据每个模型的预测性能来

决定的,预测性能越好的模型会得到更大的权重。
4)

 

损失函数优化:每一步迭代均计算损失函

数,该函数综合了预测误差与模型复杂度,XGBoost
通过最小化此函数提升模型性能。

5)
 

添加正则化项:为防止过拟合,损失函数中

融入正则项,平衡模型拟合能力与泛化能力。
6)

 

终止条件:当达到预设迭代次数或模型在验

证集上性能下降时,迭代停止,输出最终优化模型。
XGBoost 通过梯度提升策略持续增强模型,每

轮迭代精准拟合残差。 其利用二阶梯度直方图加速

训练,并有效防控过拟合,这使得 XGBoost 在处理大

规模数据集和高维特征时具有出色的性能。
1. 2　 交叉熵损失函数

交叉熵损失函数 [ 10] 是一种在分类问题中常用

的损失函数,它用于衡量模型的预测概率分布与真

实数据分布之间的差异,通常在监督学习的分类任

务中用于优化模型的参数,计算公式为

H( p,q) = - ∑
n

i = 1
p( x i) log( q( x i) ) , (1)

其中: p 代表真实的概率分布,在多分类问题中, p
表示样本的真实类别; q 代表模型预测的概率分布,
其中的每个元素表示模型预测样本属于相应类别的

概率。 交叉熵具有非负性和凸函数性质。 交叉熵损

失函数在极端梯度提升树中能够更好地满足电缆状

态分类的需求,优化特定性能指标,处理不平衡数

据,并生成合理的概率分布。
1. 3　 贝叶斯优化

贝叶斯优化 [ 11] 是一种自动化调优机器学习模

型超参数的智能方法,它基于先验知识不断更新对

目标函数(通常是模型性能指标) 的估计,智能地选

择下一个超参数配置,以优化模型性能。 且对噪声

和异常值具有强鲁棒性,且能动态调整策略,高效利

用计算资源加速优化流程 [ 12] 。

2　 Bo-XGBoost 模型

本节提出的贝叶斯优化极端梯度提升树 ( Bo-
XGBoost)模型具体流程见图 1。

1)
 

初始化 Bo-XGBoost 模型中的目标函数,

J( f t) = ∑
n

i = 1
L( y i,ŷ

t - 1
i + f t( x i) ) + Ω( f t) + C,

(2)
其中: y i 表示样本 i 的实际值; ŷ t - 1

i 表示前 t - 1 棵决

策树对样本的预测值(将前 t - 1 棵决策树中的每棵

2
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图 1　 Bo-XGBoost 算法流程图

Figure
 

1　 The
 

flow
 

chart
 

of
 

Bo-XGBoost
 

algorithm

决策树的预测值相加所得) ; L( y i, ŷ
t - 1
i ) 表示与 y i、

ŷ t - 1
i 有关的损失函数; f t( x i) 表示第 t 棵决策树对样

本 i 的预测值; Ω( f t) 表示第 t 棵树的模型复杂度。
决策树复杂度计算公式为

Ω( f t) = γT t + λ
1
2 ∑

T

j = 1
w2

j , (3)

其中:T 表示叶子结点数量; w j 表示该树中第 j 个叶

子结点的值。
2)

 

建立参数空间。 选择 learning _ rate、 max _
depth、gamma、 subsample 作为 Bo-XGBoost 模型的可

选参数,构建参数空间 χ,
∀x i ∈ χ。 (4)

　 　 参数空间 χ 为 Bo-XGBoost 模型提供了一个明

确、可量化的搜索范围,可以更加高效地找到能使目

标函数 J( f t) 达到最优的参数值。
3)

 

建立高斯过程模型。 高斯过程 ( Gaussian
 

process,
 

GP)模型是一种用于建模连续函数的概率

方法,是 Bo-XGBoost 模型中目标函数 J( f t) 的先验

概率模型。 它假设任意一组输入变量对应的输出都

服从一个联合高斯分布,可以通过已知的观测点推

断出未知点的函数值及其不确定性。 使用参数空间
χ 和目标函数 J( f t) 的观测数据作为输入,建立一个

高斯过程模型,
GP = { χ,J( f t) } 。 (5)

　 　 高斯过程是多元高斯概率分布的范化,它由一

个均值函数 m:X → R 和一个半正定的协方差函数

k:X × X → R 构成 [ 13] ,
f( x) ~ GP(m( x) ,k( x,x′) ) , (6)

其中:均值函数 m( x) = E[ f( x) ] 是用来描述函数的

平均值随输入变化的函数;协方差函数 k( x,x′) =
E[ ( f( x) - m( x) ) ( f( x′) - m( x′) ) ] 用于描述函数

值在不同输入点之间的相关性,通常设置均值函数

m( x) = 0。
4)

 

选择下一个实验点。 通过高斯过程模型预

测目标函数的均值和不确定性后,Bo-XGBoost 模型

使用 Optuna 超参数优化库智能地选择下一个实验

点 x i (一组新的参数) ,从而高效地探索搜索空间,
x i = argmax xuncertainty(GP) 。 (7)

5)
 

在实验点上评估目标函数。 在选定的实验

点 x i 上运行目标函数 J( fx) , 获取相应的目标函数

值 y i 和交叉熵损失函数评估数值。 这样就可以得

到实验点的实际效果,用于更新高斯过程模型,
y i = J( fx i) 。 (8)

6)
 

更新高斯过程模型。 将新的观测结果 ( x i,
y i) 加入高斯过程模型中,更新模型的参数和不确

定性,以此不断提升代理模型的准确性和预测能力,
GP′ = update(GP,x i,y i) 。 (9)

7)
 

重复迭代。 重复以上步骤,每次都选择新的

实验点 x i, 评估目标函数 J( fx) , 更新代理模型,直
到达到预定的迭代次数或者目标函数收敛到一个预

定的阈值,最终输出 Bo-XGBoost 模型,具体算法流

程伪代码如算法 1 所示。
算法 1　 Bo-XGBoost 模型流程伪代码

输 入: 树 的 深 度 (max_depth) , 学 习 率

( learning_rate) , 子采样率 ( subsample) , 控制树生

长参数 (gamma) 的取值范围,高斯过程 (GP) , 交

叉熵损失函数 ( f(·) ) , 最大优化轮数(N) ,验证数

据集 (NP) 。
输出:

 

Bo-XGBoost 模型。
1) χ ← initialHyperParams( )
2)

 

(max_depth,learning_rate,subsample,gamma)
← paramsRange(minval,maxval)

3)
 

GP ← GaussianProcessModel(),f(·) ← Cross-
Entropy

 

Loss( ) ,BO ← initialBO(GP,f)
4)

 

N ← max_epoch

3
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5)
 

WHILE
 

i<N
6)

 

　 x i ← BO. findnextpoint( )
7)

 

　 xgboost_model ← xgboost. train( params =
x i)

8)
 

　 fitness ← mean_e(NP_labels,xgboost_model.
predict(NP_ features) )

9)
 

　 BO. update( x i,
 

fitness)
10)

 

END
 

WHILE
11)

 

best_params ← BO. get_best( )
12)

 

BO-xgboost_model ← xgboost. train(params =
best_params)

在上述代码中,Bo-XGBoost 模型优化器使用高斯

过程模型来建立超参数与验证误差之间的关系,并通

过 Optuna 超参数优化库来选择下一个要评估的超参

数组合。 然后,使用选定的超参数训练 Bo-XGBoost
模型,并在验证集上通过交叉熵损失函数来评估其性

能。 最后,将评估结果反馈给 Bo-XGBoost 模型优化

器,以更新其内部的高斯过程模型。 在达到最大优化

轮数后,算法返回在优化过程中找到的最优超参数组

合,最终输出 Bo-XGBoost 算法模型。

3　 基于 Bo-XGBoost 模型的电缆状态
分类方法

　 　 本 文 在 电 缆 状 态 分 类 方 面 提 出 基 于 Bo-
XGBoost 模型的分类方法,减轻了传统分类模型面

临的过拟合问题,具体过程见图 2。
先对收集的原始电缆数据集 D 进行清洗,去除

重复、错误或缺失严重的样本。 异常数据不仅会降

低模型预测的成功率,而且会出现预测结果与真实

值偏差较大的现象。 然后进行数据无量纲归一化处

理,将原始指标数据通过简单的数学变换来消除各

指标量纲的影响,把所有的指标值规范化到同一个

范围内进行比较,从而使所有指标数据之和等于 1,
解决各指标数值不能直接进行合成、无法综合分析

与比较的问题。 将获得的电缆状态数据进行数据无

量纲归一化处理,对原始数据进行线性变换,将其映

射到[0,1]之间,计算为

x∗ = x - min( x)
max( x) - min( x)

, (10)

式中:min 是样本的最小值;max 是样本的最大值。
处理后的数据集为 D′, 将 D′按照一定比例划

分为训练集和测试集,选择大部分数据作为训练集,
用于训练 Bo-XGBoost 模型,剩余部分作为测试集,
用于评估模型的性能。

图 2　 基于 Bo-XGBoost 算法的电缆状态分类流程图

Figure
 

2　 The
 

flow
 

chart
 

of
 

cable
 

condition
 

classification
 

based
 

on
 

Bo-XGBoost
 

algorithm

接着采用本文所提到的基于 Bo-XGBoost 模型

的电缆状态分类方法对已标记的数据集 D train 进行

训练。 通过这一过程,Bo-XGBoost 模型将学习并建

立起电缆状态与各种特征之间的关联关系。
1)

 

初始化 Bo-XGBoost 模型目标函数,确定目标

函数超参数空间 χ, 并为每一个参数设置可取值范围:
max_depth = [1,15],learning_rate = [0. 000

 

5,0. 1],
subsample = [0. 5,1],gamma = [0. 000

 

01,5]。
2)

 

建立高斯过程模型。 高斯过程模型 M(x) 将

根据输入的已知超参数配置和相应性能指标值,建立

一个概率模型来预测未知超参数配置的性能,即
M( x) = GP[m( x) ,k( x,x′) ] , (11)

其中: m( x) 是均值函数,它定义了 x 处随机变量的

期望; k( x,x′) 是协方差函数,它定义了 x 和 x′ 处随

机变量之间的协方差,协方差函数是高斯过程的核

心,决定了随机变量的空间相关性。
3)

 

评估目标函数。 在选定的超参数配置下,采
用式(1)计算交叉熵损失。 这个损失值就是目标函

数的输出,用于衡量当前超参数配置下的模型性能,
并被用于更新 Bo-XGBoost 模型优化中的模型参数

4
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和后验分布。
4)

 

Bo-XGBoost 模型优化。 Bo-XGBoost 模型优

化具体过程包括:选择优化算法、寻找最佳超参数配

置、更新高斯过程模型。 本文选用 Optuna 超参数优

化库迭代寻找最佳的超参数配置。 在每次迭代中,
优化算法会根据高斯过程模型的预测选择下一个超

参数配置,并在目标函数上评估其性能。 随着迭代

的进行,高斯过程模型将不断更新,以更好地捕捉超

参数与性能指标之间的关系,这有助于优化算法更

智能地选择下一个配置。 继续迭代到一定的迭代次

数时终止,最终将得到 Bo-XGBoost 模型 f。
5)

 

通过模型 f 对测试数据 D test 进行预测,得到

预测结果 y′, 并将预测结果与真实标签 y 进行比

较,计算评估指标。 这个评估阶段的目的是了解模

型的泛化性能,即模型在未见过的数据上的表现。
通过这个过程,可以对模型的准确度和可靠性进行

全面评估。
最终,根据评估指标和业务需求,对模型的输出

进行解释和分析,得出对电缆状态的分类结论。

4　 仿真实验及分析

4. 1　 数据集的选取

为了验证 Bo-XGBoost 模型在电缆状态分类中

的有效性,本文收集 1
 

000 条电缆数据并对其进行

数据预处理,确保数据的准确性和完整性。 将处理

后的数据统一按照 8 ∶ 2比例划分训练集和测试集,
测试集与训练集在时间和空间上保持独立,以确保

样本的代表性和合理性。
对电缆状态的分类主要基于四个关键指标:运

行时间、接地故障、局部放电以及介质损耗,根据国

家电网江苏省电力科学研究院专家评定 [ 14] ,将电缆

状态( class)分为轻度老化、中度老化和严重老化三

大类,表 1 所示为电缆的部分数据。
表 1　 电缆运行部分参数数据

Table
 

1　 Some
 

parameters
 

of
 

cable
 

operation

序号
运行时间 /

月
接地
故障

局部
放电 / pC

介质
损耗

class

1 180 0 7. 0 0. 036 1
2 216 1 10. 6 0. 026 3
3 156 0 9. 0 0. 030 1
4 188 1 6. 0 0. 035 2
5 156 0 20. 0 0. 109 3

… … … … … …
　 　 注:接地故障中的 0 表示未发生,1 表示发生过故障;
class 中 1 表示轻度老化,2 表示中度老化,3 表示重度老化。

4. 2　 Bo-XGBoost 优化结果分析

本文采用 Bo-XGBoost 模型对电缆样本数据进

行状态分类,设置迭代次数为 30 轮,其结果如图 3
所示。

图 3　 Bo-XGBoost 优化结果图

Figure
 

3　 Bo-XGBoost
 

optimization
 

result
 

graph

通过观察图 3,可以发现在不同迭代次数下,准
确率 一 直 在 变 化。 经 过 30 次 迭 代 后, 得 出 Bo-
XGBoost 模型最佳的迭代次数为 13 次,可达到最高

的分 类 准 确 率 0. 883, 输 出 最 佳 超 参 数 配 置 为:
max_depth = 8;learning_rate = 0. 043

 

25;subsample =
0. 712

 

78;gamma = 0. 001
 

65。 对于电缆状态数据

而言,Bo-XGBoost 模型能够在较短时间内找到超参

数的最优配置从而提高分类的准确性。
4. 3　 对比分析

为了更全面地展示本文模型性能,选择经典分

类算 法 ( SVM、 Random
 

Forest ) 、 深 度 学 习 算 法

( GoogleNet[ 15] 、 TabNet[ 16] ) 、 集 成 算 法 ( GBDT[ 17] 、
LightGBM [ 18] 、AdaBoost[ 19] ) 以及优化前的 XGBoost
算法作为对比实验的基准算法,在准确率、召回率和

处理时间方面进行对比分析。
4. 3. 1　 准确率和召回率对比 　 在电缆数据多分类

问题中,分类模型的准确率是指该模型在所有电缆

数据类别上正确分类的样本数占总样本数的比例,
计算公式为

accuracy = TP + TN
TP + FP + TN + FN

× 100%,

其中: TP 是真正例; FP 是假正例; TN 是真反例;
FN 是 假 反 例。 准 确 率 的 值 越 高 表 示 模 型 性 能

越好。
召回率衡量了模型识别的正样本数量与实际正

样本数量之间的比例。 召回率表示模型在所有实际

为正样本的样本中,正确识别为正样本的比例,计

算公式为

recall =
TP

TP + FN
× 100%。
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　 　 召回率越高,表示所有真正为正例的样本中,被
正确预测的比例越高,即漏报率越低。

本文采用准确率和召回率作为各算法模型对电

缆状态进行分类的指标,具体结果见表 2。

表 2　 各分类算法模型准确率和召回率对比

Table
 

2　 Comparison
 

of
 

accuracy
 

and
 

recall
 

of
 

various
 

classification
 

algorithm
 

models

算法名称 准确率 / % 召回率 / %

SVM 65. 00 69. 70
Random

 

Forest 75. 00 82. 60
GoogleNet 82. 66 81. 27
TabNet 83. 33 83. 33
GBDT 78. 33 79. 93
LightGBM 80. 00 85. 62
AdaBoost 73. 33 80. 94
XGBoost 81. 67 82. 27
Bo-XGBoost 88. 29 93. 98

　 　 通过表 2 对比,可以看出经过贝叶斯参数优化

后的极端梯度提升树算法在准确率和召回率上相较

于优化前有明显提升。 在准确率方面,相较于其他

分类算法, Bo-XGBoost 以 88. 29% 领先。 从召回率

的结果来看,与其他分类算法相比, Bo-XGBoost 相

对较好,召回率可以达到 93. 98%,具有较强的正例

识别能力。
ROC( receiver

 

operating
 

characteristic) 曲线通过

绘制真正例率( true
 

positive
 

rate,TPR) 和假正例率

( false
 

positive
 

rate,FPR)之间的关系图,为模型性能

评估提供了客观视角。 高性能模型对应的 ROC 曲

线靠近左上角,表明在保持低误报率的同时有效识

别正例。 反之,性能较差的模型 ROC 曲线接近对角

线或更低位置,分类效果不佳。 AUC( area
 

under
 

the
 

curve)值作为 ROC 曲线下面积,量化分类器性能,
范围为 0. 5 ~ 1,值越大表示分类器综合性能越强。
本文比较了 Bo-XGBoost 模型在三类状态数据样本

上的表现,绘制了相应的 ROC 曲线并计算了 AUC
值。 经过 2

 

000 轮迭代后结果如图
 

4 所示,证明了

本文方法在解决多分类样本预测问题上的可行性。
4. 3. 2　 处理时间对比 　 处理时间是指系统或算法

完成特定数据处理任务所需的总时间长度。 这个时

间从数据处理任务开始执行算起,直到任务完成并

输出结果为止。 本文采用处理时间作为各算法模型

对电缆状态进行分类的另一个评估标准,以衡量不

同模型在处理电缆状态分类任务时的速度表现。 具

体结果如表
 

3 所示,通过对比不同模型的处理时间

指标,可以更加全面地了解各模型在性能上的差异,

图 4　 ROC 曲线图

Figure
 

4　 ROC
 

curve
 

graph

为实际应用中的模型选择和优化提供参考依据。

表 3　 各分类算法模型处理时间对比

Table
 

3　 Comparison
 

of
 

processing
 

time
 

for
 

various
 

classification
 

algorithm
 

models

算法名称 处理时间 / s

SVM 0. 928
Random

 

Forest 0. 186
GoogleNet 5. 653
TabNet 6. 452
GBDT 0. 178
LightGBM 0. 151
AdaBoost 0. 133
XGBoost 0. 111
Bo-XGBoost 0. 082

　 　 从表 3 结果看出,Bo-XGBoost 展现出了相对较

高的数据处理能力。 与传统的 XGBoost 算法相比,
时间从 0. 111

 

s 缩短至 0. 082
 

s,有较为显著的提升。
与深度学习算法和集成算法相比,本文模型在处理

电缆数据集上展现出更好的实时性能。
综上所述,本文模型在电缆状态分类中表现出

较好的效果。 这一优势主要体现在经贝叶斯优化后

的极端梯度提升树模型在处理电缆样本数据时更为

鲁棒,可以有效缓解模型过拟合问题。

5　 结语

本文针对电缆状态分类问题,提出了利用贝叶

斯超参数优化对极端梯度提升树算法进行优化的方

法。 通过实例验证,相比传统的电缆状态分类方法,
本文所提出的模型在准确性和有效性方面得到提

升,为电缆状态监测领域提供了一种相对较优的分

类方法。
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